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TALLER DE APRENDIZAJE AUTOMATICO

1. NOMBRE DE LA UNIDAD CURRICULAR
Taller de aprendizaje automatico.

2. CREDITOS

8 créditos

3. OBJETIVOS DE LA UNIDAD CURRICULAR

Esta unidad curricular estd disefiada como un segundo curso en aprendizaje automatico, en
el que se busca brindar herramientas conceptuales y metodoldgicas para desarrollar
proyectos de aprendizaje automadtico. A lo largo del curso, los estudiantes abordaran
problemas concretos, que deberan resolver de punta a punta, usando técnicas de
aprendizaje automatico. De este modo, pondran en préactica los conocimientos adquiridos
sobre datos reales y problemas relevantes, e incorporaran habilidades importantes para el
desarrollo de su actividad profesional. Ademas de aplicar varias de las técnicas tradicionales
de aprendizaje automadtico, la mayoria de las cuales se asumen conocidas por el estudiante,
se estudiaran técnicas mas recientes, en particular técnicas de aprendizaje profundo.

La unidad curricular propone como objetivos que el estudiante sea capaz de enfrentarse a
un problema de aprendizaje automatico tomando en cuenta los diferentes aspectos claves
para su correcto abordaje, como el estudio y preparacion de los datos, la seleccion de
caracteristicas, la seleccién de modelos y de sus hiper-parametros, el ajuste fino de los
modelos, el sobreajuste y el sub-ajuste a los datos, la correcta estimacion de desempefio, asi
como la presentacion de la solucidn, su puesta en marcha, despliegue y monitoreo.

La modalidad de taller y el abordaje de un proyecto en grupos busca el desarrollo de
habilidades blandas como el trabajo en equipo, la planificacién y gestion del tiempo, y la
comunicaciéon oral y escrita. Ademds se busca desarrollar capacidades para seguir
aprendiendo de forma auténoma, a través de la revision de articulos del estado del arte, el
intercambio comunitario, el abordaje de nuevos desafios y la elaboracién de soluciones
propias. Esto es imprescindible para poder acompaiiar la rapida evolucién que tiene el drea.



4. METODOLOGIA DE ENSENANZA

El curso estd organizado en dos clases semanales de dos horas. La mayoria de las clases
seran practicas, en modalidad de taller. Los estudiantes abordardn problemas especificos
utilizando la metodologia y las técnicas estudiadas. Desarrollarén habilidades practicas
relativas a la aplicacién de técnicas de aprendizaje automatico usando paquetes de software
especificos (como Scikit-learn y TensorFlow). También existiran clases tedricas donde se
discutiran aspectos conceptuales y metodoldgicos, asi como algunas técnicas de aprendizaje
automatico. En las clases tedricas se presentaran los temas de forma expositiva, conectando
los contenidos con ejemplos practicos y problemas reales. Habrd espacios activos para la
reflexion e intercambio, e instancias de presentacidn oral y escrita dfa los estudiantes.

Horas de tedrico: 25

Horas de practico: 35

Horas de evaluacidn: 6

Horas estimadas de dedicacién no presencial: 54
Horas de dedicacidn total: approx. 120

5. TEMARIO

1. Fundamentos de aprendizaje automatico: Repaso de conceptos basicos. Los
componentes del problema de aprendizaje automatico (conjunto de datos,
funcion objetivo, conjunto de hipdtesis, algoritmo de aprendizaje, funcién de
costo). Tipos de aprendizaje: supervisado, no supervisado y por refuerzos.
Compromisos de aproximacion y generalizacion, sesgo y varianza. Sobreajuste y
ajuste al ruido. Regularizacion. Validacion. Seleccion de modelos.

2. Proyecto de aprendizaje automatico: Desarrollo de un proyecto de aprendizaje
automadtico de punta a punta. Definicion del problema y requerimientos de la
solucién. Medidas de desempefio. Manejo, visualizacion y preparacién de datos.
Transformacion y seleccion de caracteristicas. Entrenamiento y seleccidn de
modelos. Ajuste fino y evaluacion. Despliegue de la solucién y monitoreo. Anélisis
de resultados. Interpretabilidad y explicabilidad. Consideraciones éticas.

3. Técnicas cldsicas de aprendizaje automatico: Implementacion de una solucion al
problema usando técnicas clasicas, como regresidon logistica, maquinas de

vectores de soporte, random forest, o redes neuronales. El énfasis estd puesto en
varias cuestiones practicas como el pre-procesado de datos, deteccidon de datos
anomalos, validacion cruzada, técnicas de regularizacién, la seleccidon de
hiper-parametros, el andlisis de error, el ajuste fino y la seleccién de modelos.

4. Técnicas de aprendizaje profundo: Implementacién y entrenamiento de redes
profundas. Inicializacién, funcién de activacién, normalizacién por lote, redes
pre-entrenadas, optimizadores rapidos, regularizacién. Redes neuronales de
convolucion (CNN). Capas de convolucién, filtros, pooling. Aumentado de datos.
Aprendizaje por transferencia. Arquitecturas y aplicaciones en imagenes y audio.
Redes neuronales recurrentes (RNN). Aplicaciones en procesamiento de series
temporales y procesamiento de lenguaje natural. Arquitectura encoder-decoder.
Auto-encoders para aprendizaje de representaciones y como modelos




generativos. Mecanismo de atencién. Transformer. Redes generativas
antagdnicas (GANSs).
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7. CONOCIMIENTOS PREVIOS EXIGIDOS Y RECOMENDADOS

7.1 Conocimientos Previos Exigidos: Aprendizaje supervisado. Sobreajuste. Compromiso
aproximacién-generalizaciéon. Compromiso sesgo-varianza. Regularizacién. Validacion.
Seleccién de modelos. Técnicas de clasificacidon y regresion. Aprendizaje no supervisado.
Técnicas de agrupamiento. Ingenieria de caracteristicas y reduccién de dimensionalidad.

7.2 Conocimientos Previos Recomendados: Programacion cientifica en python.



ANEXO A
Para todas las Carreras

A1) INSTITUTO
Instituto de Ingenieria Eléctrica
A2) CRONOGRAMA TENTATIVO

Consiste en un cronograma de avance semanal con detalle de las horas de clase asignadas a
cada tema.

Introduccién: Introduccién al curso. Componentes del problema de
aprendizaje. Tipos de aprendizaje. Repaso de conceptos fundamentales:
generalizacién, sobreajuste, compromiso sesgo-varianza, regularizacion,
validacion, seleccion de modelos. (2 hs de clase)

Semana 1 Desarrollo de proyecto de aprendizaje automatico: Definicidn del problema,
requerimientos, y medidas de desempefio. Manejo, visualizacion vy
preparacion de datos. Transformacidén y seleccion de caracteristicas.
Entrenamiento y selecciéon de modelos. Ajuste fino y evaluacion. Despliegue
y monitoreo. (2 hs de clase) ‘

Proyecto 1 Presentacion: Se presenta el primer proyecto del curso. Se
implementan las primeras etapas, con énfasis en la creaciéon de un pipeline
de pre-procesado de datos en scikit-learn. (2 hs de clase)

Clasificacion con modelos cldsicos: Se repasan algunas técnicas y conceptos
basicos en clasificacion multiclase, con énfasis en las medidas de
desempefio y el andlisis de error. Regresion logistica. Descenso por
gradiente. Regularizacion. Clasificacion multiclase.. Softmax. Matriz de
confusidn, precision-recall, curva ROC. (2 hs de clase)

Semana 2

Proyecto 1 Clasificacidn con modelos cldsicos: Se aplican regresién logistica
y mdquinas de vectores de soporte (SVM). El énfasis estd puesto en técnicas
de regularizacidn, seleccion de hiper-pardmetros, ajuste fino y analisis de
Semana 3 error. (2 hs de clase)

Ensambles de clasificadores: Métodos de combinacién de clasificadores.
Voting y bagging. Arboles de decisién y random forests. Boosting y stacking.
(2 hs de clase) - ENTREGA 1 (modelos clésicos)

Proyecto 1 Clasificacion con ensambles de clasificadores Se aplican varios
meétodos de combinacién de clasificadores, como Random forests,
AdaBoost y gradient boosting. (2 hs de clase)

Aprendizaje no supervisado: Se repasan algunas técnicas de aprendizaje no
supervisado con énfasis en el pre-procesado de datos, aprendizaje
semi-supervisado y deteccion de datos anémalos. (2 hs de clase)

Semana 4

Proyecto 1 Ingenieria de caracteristicas y limpieza.de datos: Se aplican
Semana 5 métodos de reduccién de dimensionalidad y de agrupamiento como
pre-procesado de los datos y de deteccién de anémalos. (2 hs de clase)




Clasificacidon con perceptrén multicapa (MLP): Se aplican métodos para
seleccionar los hiper-parametros en redes multicapa poco profundas y los
parametros del entrenamiento. (2 hs de clase) - ENTREGA 2 (ensambles)

Semana 6

Proyecto 1 Clasificacion con MLP: Se aplican redes multicapa poco
profundas y varios métodos para seleccionar los hiper-parametros y los
parametros del entrenamiento. (2 hs de clase)

Anélisis de resultados e interpretabilidad: Analisis de resultados.
Interpretabilidad y explicabilidad de la solucidn. Consideraciones éticas.

Guia para la elaboracidn de un informe técnico. (2 hs de clase)

Semana 7

Proyecto 1: Se trabaja en el proyecto. (2 hs de clase)
Proyecto 1: Se trabaja en el proyecto. (2 hs de clase)

Semana 8

Proyecto 1: Se trabaja en el proyecto, el informe y la defensa. (2 hs de clase)
Proyecto 1: Se trabaja en el proyecto, el informe y la defensa. (2 hs de clase)

Semana 9

Redes neuronales profundas: Implementacién de redes multicapa.
Introduccién al ambiente de trabajo Keras y TensorFlow 2. (2 hs de clase)
Entrenando redes profundas: Desvanecimiento y explosién de gradiente.
Inicializacidn, funcion de activacién, normalizacidn, redes pre-entrenadas,
optimizadores rapidos, regularizacion. (2 hs de clase)

Semana 10

Proyecto 2 Presentacidn: Se presenta el segundo proyecto del curso. Se
implementa la ingesta y pre-procesado de grandes cantidades de datos de
forma eficiente a través de la Data APl de TensorFlow. (2 hs de clase)

Redes profundas personalizadas: Modelos y algoritmos de entrenamiento
personalizados. Implementaciéon de funciones de costo, funciones de
activacion, regularizadores, medidas de desempefio, capas especializadas,
modelos y bucles de entrenamiento. (2 hs de clase)

Semana 11

Proyecto 2 Redes profundas: Implementacion de redes profundas. Se ponen
en practica técnicas de entrenamiento de redes profundas. (2 hs de clase)
Redes de convolucién (CNN): Capas de convolucién, filtros, pooling.
Arquitecturas. Aumentado de datos. Aprendizaje por transferencia.
Deteccidn de objetos y segmentacion en imdagenes. (2 hs de clase)

Semana 12

Proyecto 2 Redes convolucionales: Se trabaja con un problema y datos
apropiados para aplicar CNN. Puede que coincida con el proyecto o que se
trabaje con otro problema para este tema. (2 hs de clase)

Redes neuronales recurrentes: Procesamiento de series temporales usando
RNN y CNN. Propagacion hacia atras a través del tiempo. Normalizacién y
dropout recurrente. Secuencias largas con LSTM y GRU. CNN 1-D para
secuencias. (2 hs de clase) - ENTREGA 3 (CNN) '

Semana 13

Proyecto 2 Redes recurrentes: Se trabaja con un problema y datos
apropiados para aplicar RNN para procesamiento de series temporales.

Puede que coincida con el proyecto o que se trabaje con otro problema
para este tema. (2 hs de clase)

Redes neuronales recurrentes: Procesamiento de lenguaje natural usando
RNN y mecanismo de atencién. Arquitectura encoder-decoder. Mecanismo
de atencidn. Arquitectura Transformer. (2 hs de clase)

Semana 14

Proyecto 2 Redes recurrentes: Se trabaja con un problema y datos
apropiados para aplicar RNN para procesamiento de lenguaje natural.




Puede que coincida con el proyecto o que se trabaje con otro problema
para este tema. (2 hs de clase)

Aprendizaje de representaciones y aprendizaje generativo: Auto-encoders
para aprendizaje de representaciones y como modelos generativos. Redes
generativas antagonicas (GANs). (2 hs de clase) - ENTREGA 4 (RNN)

Despliegue de aplicaciones: Entrenamiento a gran escala y despliegue de
aplicaciones. Infraestructura de servidor de modelos. Alternativas en la
nube, en moéviles y en el navegador. (2 hs de clase)

Proyecto 2: Se trabaja en el proyecto, el informe y la defensa. (2 hs de clase)

Semana 15

A3) MODALIDAD DEL CURSO Y PROCEDIMIENTO DE EVALUACION

El proceso de evaluacidn incluye la realizacién individual de 4 entregas y de dos defensas de
proyecto grupales. Las entregas podran incluir preguntas tedricas y ejercicios practicos, en
muchos casos vinculados con el proyecto que se esté realizando en el curso. En las defensas
el grupo de estudiantes deberd presentar su solucién al problema planteado, asi como el
proceso que condujo a ella, haciendo énfasis en el analisis de resultados y su alcance.

Para aprobar la unidad curricular los estudiantes deberan realizar todas las entregas y
participar activamente de la elaboracion del proyecto y de las defensas. Ademas, deberan
alcanzar el 60% de los puntos en el promedio de las 4 entregas y aprobar satisfactoriamente
ambas defensas. Los docentes podran solicitar a un estudiante que mejore o amplie una
entrega a fin de alcanzar los minimos requeridos para la aprobacion.

A4) CALIDAD DE LIBRE

Los estudiantes no podran acceder a la Calidad de Libre.

A5) CUPOS DE LA UNIDAD CURRICULAR

No se definen cupos.
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ANEXO B para la carrera Ingenieria en Sistemas de Comunicacion

B1) AREA DE FORMACION

Procesamiento de la informacién

B2) UNIDADES CURRICULARES PREVIAS
Curso:

curso de Fundamentos de Aprendizaje Automatico y Reconocmiento de Patrones.

Examen: No aplica.
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ANEXO B para la carrera Ingenieria Eléctrica

B1) AREA DE FORMACION

Telecomunicaciones

B2) UNIDADES CURRICULARES PREVIAS

Curso:
Fundamentos de Aprendizaje Automatico y Reconocimiento de Patrones

Examen: S
No corresponde.

Aprobado por resolucion de Consejo
16-03-2021 exp: 060180-500252-21



